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RESUMEN

Formulando los criterios de optimalidad como funciones de informacion,
caracterizamos los subgradientes de dichas funciones, obteniendo condiciones
necesarias y suficientes para que un disefio posea maxima informacion.
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SUMMARY

Writing the optimality criterias as information functions, the subgradients
for those functions are characterized and conditions for a design to have
maximal information are stablished.
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1. INTRODUCTION
Sea el modelo lineal

Y=XB+e (1)
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donde Y es un vector aleatorio n-dimensional que llamaremos vector de
respuesta,  es un vector paramétrico desconocido de orden k, X es una
matriz de orden n x k de constantes conocidas que llamaremos matriz
de disefio y e es un vector aleatorio de media cero y matriz de covarian-
zas ¢°I,.

Si podemos realizar diferentes elecciones de la matriz X, es decir,
disponemos de un conjunto de condiciones bajo las que realizar el
experimento y queremos estimar K‘f, donde K es una matriz de orden
k x s y rango s, serd bueno conocer qué matriz de disefio proporciona
una mejor estimacion de K'B.

Si «/(K) denota el conjunto de matrices A simétricas semidefinidas
positivas de orden k, tales que el espacio generado por las columnas de
A contiene al espacio generado por las columnas de K, una primera
condicion que debera cumplir la matriz de disefio X es que X'X sea un
elemento de /(K); esto nos garantiza que bajo el modelo (1), K'f
admite un estimador lineal insesgado. Ademas, en este caso

cov(f) = c*(K'(X*X)"K)

siendo § el mejor estimador lineal insesgado de K'f y (X'X)~ cualquier
inversa generalizada de X'X.
Por tanto, es logico definir la funcion J de SDP(k) en SDP(s) dada
por
K'A"K)™! si Aeo(K
) = {( )t si Aesl(K)
0 en otro caso
donde SPD(i) denota el conjunto de matrices simétricas semidefinidas
positivas de orden i y A~ es cualquier inversa generalizada de 4.
Puede probarse que J esta bien definida, es isotona y concava (Pu-

kelsheim y Styan, 1983). Ademas, si existiera una matriz de disefio X, de
modo que para cualquier otra matriz de disefio X

J(XEX,) — J(X'X)

fuese semidefinida positiva, entonces claramente X, serian nuestras
condiciones Optimas de experimentacion. Sin embargo, esta situacion no
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se dara generalmente y sera necesario definir criterios de optimalidad y
en base a ellos decidir qué condiciones elegimos.

DP(s) notara el conjunto de matrices simétricas y definidas positivas
de orden s.

Definiciéon 1

Sea j una funcion real sobre SDP(s). Diremos que j es una funciéon de
informacion si es

a) no negativa sobre SDP(s) y positiva sobre DP(s),

b) positivamente homogénea,

c) superaditiva.

Algunas funciones de informaciéon son

juC) = tr C-L (Le SDP(s), L # 0)
Jo(C) = (det C)'*

que corresponden a dos de los criterios de optimalidad mas conocidos
para modelos lineales.

Con esta definicion, nuestra bisqueda es ahora la de una matriz de
disefio X, de forma que j°J sea maximo en X,X,. Sin embargo, esta
formulacion hace que el problema sea dificil de abordar, por lo que se
recurre a la teoria de la aproximacion (Kiefer y Wolfowitz, 1960), y se
plantea el problema como sigue:

maximizar  j° J(M) 2
sujeto a Med
donde # es un convexo compacto de SDP(k) cuya interseccion con
DP(k) es no vacia.
Al valor 6ptimo v = sup j° J(M) lo llamaremos j-informacion ma-

xima para K'f en 4, ynéfldzflquier matriz M e ./ tal que j°J alcance
dicho valor diremos que tiene j-informacion .#-maxima para K'S.

Puede ocurrir que la j-informacion méaxima no sea alcanzable en (2);
esto nos obliga a considerar la clausura de j° J, que notaremos cl (j ° J),
es decir, la funcion semicontinua superior definida por

cl(jeJ)A) = lim jo J(A + &l})

e—0+
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La razon es que para cualquier funcion semicontinua superior defi-
nida sobre un compacto el supremo es un maximo y, por tanto, la j-
informacion M-maxima es alcanzable. Por otra parte, (2) no se modifica
sustancialmente, ya que si 4 € /(k), J(A) es definida positiva y, por
tanto, un punto de continuidad de j° J, de modo que j°J y cl(j° J) son
distintos a lo sumo sobre SDP(k) — /(K).

En las proximas secciones, siguiendo la metodologia utilizada por
Pukelsheim y Titterington (1983), caracterizaremos los subgradientes de
las funciones de informacion y estableceremos en términos de subgra-
dientes teoremas de equivalencia en la linea de los obtenidos por Fedo-
rov (1972).

2. CARACTERIZACION DE LOS SUBGRADIENTES
DE FUNCIONES DE INFORMACION

Sea g = j° J, por las razones expuestas al final de la seccion anterior

trabajaremos con clg. En la caracterizacion de los disefios Optimos
utilizaremos las siguientes definiciones.

Defonicion 2

Sea j una funcién de informacion. Llamaremos funcion polar de j y
la notaremos j° a la definida sobre SDP(s) por

/(D) = inf {{C, D}/j(C): C € DP(s)}
donde (C,D) = tr C'- D.
Definicion 3
Be R**¥ es un subgradiente de clg en M € SPD(k) si
clg(4) < clg(M) + (A — B,B)

para cualquier A € SDP(k).
Teniendo en cuenta que 4 y M son matrices simétricas, podemos
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limitarnos a considerar aquellas matrices B que también lo sean. Sim (k)
denotara el conjunto de matrices simétricas de orden k.
Caracterizaremos ahora los subgradientes de clg en M.

Lema 1

Sea M e SDP(k) tal que clg(M) > 0 y Be Sim(k).

a) clg(M) = <M, B)
B es subgradiente de clg en M sii b) jo%k'BK) = 1

¢) BeSDP(k)

Demostracion

Supongamos que B es un subgradiente de clg en M, veamos que
{M, B) = clg(M). Fomemos o > 0 y sea A = aM, entonces

clg(aM) < clg(M) + {aM — M, B)

por tanto, teniendo en cuenta las propiedades de clg:

(M, B) < inf {a({M, B) — clg(M)) + clg(M)} 3)

a>0

si {M, B) < clg(M), entonces (M, B) = — oo, por otra parte si se cum-
ple (M, B) > clg (M) obtenemos de (3) que <M, B) < clg(M), de forma
que la unica solucion es (M, B) = clg(M).

Veamos ahora que B e SDP(k). Si no fuese cierto existiria un vector
ueR* no nulo, tal que u'Bu < 0, tomando entonces a > 0, como I,
+ au-u' e A(K):

clg(l, + au-u") < clg(M) + {(M,B) + trB + ou'Bu y si a es suficien-
temente grande clg (I, + au-u') sera negativo hecho que conduce a
contradiccion.

Para probar que j°%(K'BK) = 1 demostraremos primero que

J%K'BK) = inf {{A4, BY/g(A): A € (K)} 4)
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Si C € DP(s), entonces KCK'e o#(K) y (K(KCK")~"K)~! = C, de modo
que

{C,K'BK)/(C) = <KCK", BY/j > J(KCK")

y, por tanto, j°%(K'BK) no es menor que el infimo de la ecuacion (4).
Ademas, si A € #/(K), siguiendo Pukelsheim y Styan (1983),

A — K(K'A"K)"'K!
es semidefinida positiva y puesto que hemos probado que Be SDP(k)
(4, B)[j°J(4) = K(K'A"K)" ', K'BK)/{(K'A"K)™ ")

que unida a la desigualdad probada antes obliga a (4).
Ahora bien, si definimos

(clg) (B) = inf {{A, B) — clg(4): A eS;P(k)}
y teniendo en cuenta que (clg) (B) = g(B), podemos afirmar que
{M, B) — clg(M) = inf {{A4, B) — g(A): A € 4(K)}

la restriccion a /(K) no es importante, pues si 4 ¢ o/(K) siempre seria
posible aproximarla por una sucesion de elementos de /(K). Por ulti-
mo como {M, B) = clg(M):

1 < inf {{A4, B)/g(A): A € (K)}
< lim <M + &I, BY/g(M + ¢l,) =

e—0+

= <M, B)/clg(M) = 1

y, por tanto, j%K'BK) = 1.
Veamos ahora la suficiencia. Sea A € SDP(k), entonces si A ¢ o/(K),
jeJ(A4) =0, y por tanto:

4, B) > j%K'BK)j° J(4)
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y si A € #(K) puede probarse (Pukelsheim, 1980) que
{4, B) > j° J(A)°*(K'BK)
De la formula anterior se deduce que

(clg)(B) = inf {{A, B) — clg(A): Ae SDP(k)}
= inf {(A4, B) — g(A): Ae SDP(k)}
> inf {j%K'BK)g(A) — g(A): A € SDP(k)}
=0
de modo que

{M, B) — clg(M) =inf {{A4, B) — clg(A): A€ SDP(k)}

lo que prueba que B es un subgradiente de clg en M.

Basandonos en la caracterizacion de los subgradientes de las funcio-
nes de informacion proporcionada por el lema 1 daremos ahora una
demostracion alternativa para el teorema 4 de Pukelsheim (1980).
Teorema 1

Sea A4 el conjunto de matrices N e SDP(k) tales que para todo
Me #{M,N..> < 1. Entonces

sup jo J(M) = min 1/j%K'NK) (5)
Me# New

Demostracion

Sea M € # que maximiza clg sobre .#. Teniendo en cuenta que en
este caso existirda un subgradiente B de clg (M) tal que

{A,B) < {M,B) para cualquier A€ .#

(Bazaraa y Shetty, 1979), entonces por el lema 1, N° = B/clg (M) sera un
elemento de 4" . Por tanto:

JY(K'BK) = clg (M) j%K'N°K)
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y como por el teorema 3 de Pukelsheim (1980), clg (M) < }/j°%(K'NK)
para cualquier N € A" y por el lema 1 anterior 1/j°%(K'N°K) = clg (M), la
ecuacion (5) anterior es valida.

3. CARACTERIZACION DE LAS SOLUCIONES OPTIMAS

Generalizaremos ahora en términos de subgradientes de funciones
de informacion, entre otros, el teorema de equivalencia de Kiefer y
Wolfowitz (1960) y los teoremas sobre criterios lineales de Fedorov
(1972), las caracterizaciones que hemos obtenido estan por su estructu-
ra, mas proximas a los resultados de este ultimo autor. dg(M) notara el
conjunto de subgradientes de la funcidon g en el punto M.

Definicion 4
Llamaremos d, a la funcion definida sobre SDP(K) por

inf max{4,B) si 0gM)# p

d (M) = {BedgM) Aed 6
M) {+oo en otro caso ©)

Puede probarse que si g es cerrada, el infimo anterior es un minimo,
la demostracion es analoga a la del lema 4 de Pukelsheim y Titterington
(1983). )

Tengamos en cuenta que como consecuencia del lema 1 de la seccion
anterior, dado M € ./, d,,(M) > v. Ademas, si M € «/(K) hemos visto
que clg (M) = g(M) y, por tanto, d (M) = d (M) (Rockafellar, 1970).

Teorema 2

Sea M e &/(K)n . Las proposiciones siguientes son equivalentes:

a) M tiene j-informacion .#-maxima para K'f.
b) M minimiza d,/clg sobre M.
¢) dM) = g(M).

10
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Demostracion
a) < o).

M sera solucion optima de (2) si y solo si existe Be dg(M) tal que

max {4, B) < {M, B) W)

Aed

ahora bien, teniendo en cuenta que en M se verifica por el lema 1 que
para cualquier Be dg(M), {M, B) = g(M), entonces (7) sera cierta si y
solo si d (M) = g(M).

c) =b)

Es inmediato puesto que sobre .#, d,/clg nunca es inferior a uno.

b) = o)

Sea M* una solucion del problema (2) para la funcion clg, entonces
a) = c) prueba que dg,(M*) = clg(M*). Por otra parte, sobre .4 se
tiene que dg,/clg > 1, en consecuencia la solucién optima de la proposi-
cion b) toma el valor 1, por tanto dy,(M) = clg(M) y como M € /(K),
dyg(M) =d, (M) y clg(M) = g(M), que prueba el resultado.

Observemos que en general la proposicion b) del teorema anterior
no es equivalente a minimizar d, sobre .#. Para ello basta considerar
SDP(1), definiendo J y j como la identidad y resolver el problema:
maximizar x, sujeto a x € [0, 1]. Obviamente, la solucion 6ptima de este
problema es x = 1 y d, vale siempre uno sobre .. Sin embargo, si clg
es estrictamente concava sobre .# podemos establecer el resultado si-
guiente.

Teorema 3

Sea M e .M ~ o/(A). Si clg es estrictamente concava son equivalentes
las proposiciones siguientes:

a) M tiene j-informacion .#-maxima para K'B.
b) M minimiza d, sobre ..
) dy(M) = g(M).

11
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Demostracion
b) = o)

Sea M una solucién del problema (2) para la funcién clg, entonces
clg (M) = dy,(M). De modo que por hipotesis

d(M) = dgg(M) = clg (M) ®

Sea Bedg(M) que alcanza el infimo de (6), entonces como
clg (M) < {M, B), (8) obliga a (M, B) = clg (M). Ademas, por el lema 1,
{M, B) = g(M), por tanto para Ae[0,1]

(M + (1 — )M, By = Aclg(M) + (1 — A)clg(M)
y como se verifica

(M + (1 — )M, B) > Aclg(M) + (1 — A)clg(M)
M coincidira con M, que prueba el resultado.

c) = b)

Es inmediato teniendo en cuenta que sobre M, d;, no es inferior a la
j-informacién .#-maxima.

La equivalencia restante es idéntica a la del teorema anterior.

REFERENCIAS

BAZARAA, M. S, y SHETTY, C. M. (1979): Nonlinear Programming, John
Wiley & Sons, Nueva York.

FEDOROV, V. V. (1972). Theory of Optimal Experiments, Academic Press,
New York.

KIEFER, J, y WOLFOWITZ, J. (1960). «The equivalence of two extremun
problems», Canad. J. Math. 12, 363-366.

PUKELSHEIM, F. (1980): «On linear regression designs which maximize
information», J. Statist. Plann. Inference 4, 339-364.

PUKELSHEIM, F. (1983): «On information functions and their polars», J.
Optm. Th. Appl. 41, 533-546.,

12



TRABAJOS DE ESTADISTICA. Vol. 2, nim. 1, 1987

PUKELSHEIM, F., y STYAN, G. P. H. (1983). «Convexity and monoticity
properties of dispersions matrices in linear models», Scand. J. Statistist. 10,

145-155.

PUKELSHEIM, F., y TITTERINGTON, D. M. (1983). «General differential
and Lagrangian theory of optimal experimental design», Ann. Statist. 11,

1060-1068.
ROCKAFELLAR, R. T. (1970). Convex Analysis, Princeton University Press.

13



