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RESUMEN

Este trabajo presenta un procedimiento para hacer robusto el algoritmo
recursivo de Plackett-Kalman para el modelo lineal, incorporandole medidas
diagnosticas que indiquen la influencia potencial y real de cada nueva obser-
vacion en los parametros del modelo. Se describe como calcular recursivamente
el estadistico D? de Cook, la distancia de Mahalanobis de cada nueva obser-
vacion al centro de gravedad de las ya incluidas, y un contraste, basado en
los residuos recursivos, de que la nueva observacion es atipica. Se demuestra
la simplicidad del calculo secuencial de estas medidas y su facil integracion
dentro del algoritmo recursivo del modelo de regresion lineal.

Palabras clave: estimacion recursiva; filtro de Kalman, anomalias, D? de Cook,
métodos robustos.

1. Introduccion

La metodologia para construir modelos de regresion ha experimen-
tado una profunda transformaciéon en los ultimos veinte afios. La
primera linea de innovaciones comienza a principios de la década de
los sesenta con los trabajos pioneros de Anscombe (1961) y Anscombe

* Esta investigacion ha sido financiada por la Comision Asesora de Investigacion Cientifica
y Técnica, MEC.
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y Tukey (1963) sobre analisis de residuos. Estos autores mostraron las
limitaciones de algunas medidas habituales de validez de un modelo de
regresion (R?, estadisticos ¢t para los parametros estimados, etc.) pre-
sentando evidencia tedrica y practica de modelos que, siendo adecuados
con las medidas anteriores, mostraban serias deficiencias al someterles
a un analisis de residuos capaz de detectar observaciones atipicas, falta
de linealidad, heterocedasticidad, o presencia de autocorrelacion serial.

Las técnicas de analisis de residuos demostraron la necesidad de

comprobar concienzudamente en cada problema las hipotesis del modelo
lineal, ya que su cumplimiento exacto es mas la excepcion que la regla.
En consecuencia, fue necesario investigar como: (1) transformar los da-
tos para conseguir linealidad y/o homocedasticidad, cuando estas pro-
piedades no estan presentes en la métrica original; (2) detectar datos
atipicos y medir su influencia; (3) resolver el problema de la correla-
cion serial.
La familia de transformaciones mas fructifera ha sido propuesta por
Box y Cox (1964); la investigacion sobre datos atipicos ha conducido
a los métodos robustos de estimacion y al estudio de observaciones
con influencia; el estudio de la correlacion serial al desarrollo de la
teoria de series temporales y a la creacion de una metodologia general
de anéalisis de fendmenos dinamicos.

El estudio de observaciones con influencia ofrece una alternativa a
los procedimientos robustos de estimacion (véase, por ejemplo, Pefia
y Ruiz Castillo (1982), (1984)). Es facil deducir que en el modelo de
regresion con observaciones que se reciben recursivamente, el calculo
tradicional (Velleman y Welsch (1981) de medidas diagnodsticas de in-
fluencia es ineficiente. Un propdsito de este trabajo es mostrar como
puede utilizarse el algoritmo recursivo de Plackett-Kalman para realizar
facilmente este calculo.

La utilizacion del algoritmo de Plackett-Kalman para la estimacion
del modelo lineal es bien conocida: se ha aplicado para seleccionar las
variables a incluir en el modelo de regresion, Allen (1971); estudiar la
constancia de relaciones a lo largo del tiempo, Brown, Durbin y Evans
(1975); generalizar el modelo permitiendo que los parametros varien con
el tiempo; y construir métodos robustos de estimacion (Guttman vy
Pefia (1985)).

Este trabajo, se estructura como sigue: en la seccion dos se resume
la formulacion clasica del algoritmo de Kalman y su concreccion para
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el modelo de regresion, que es el algoritmo de Plackett; la seccion tres
revisa brevemente algunas herramientas diagnosticas; la cuatro ilustra
como incorporar medidas de influencia dentro del algoritmo, asi como
las ventajas de su utilizacion; la seccidon cinco contiene las conclusiones
finales.

2. El filtro de Kalman
Dado el modelo dinamico estocastico:
X,=¢X\-1 + W, (2.1)

Z,=CX, +V, (2.2)
con:

ElWW.=Q ; E[V/V]=R ; E[WV]=0

donde Z, es un vector de variables observables, X, es un vector de
variables de estado no observables, W, y V, son procesos estocasticos
no observables de ruido incorrelados y ¢, C, R y Q son matrices
conocidas —la primera cuadrada, y las dos ultimas ademas simétricas y
definidas positivas— el filtro de Kalman es un algoritmo recursivo mi-
nimo-cuadratico para estimar el estado desconocido no observable X,
y prever las futuras observaciones Z,, a partir de la secuencia ordenada
de observaciones de Z,. El algoritmo es suceptible de una formulacion
continua y puede aplicarse a situaciones mas generales que (2.1) y (2.2),
permitiendo, por ejemplo, que las matrices ¢, C, R y Q, que carac-
terizan el sistema, varian de forma conocida con el tiempo.

El cuadro 1 resume su funcionamiento iterativo con T vectores de
observaciéon Z, en instantes discretos, Hemos llamado X,j(h > j) a la
prevision del vector de variables de estado en el instante h, x,, cuando
se han observado los primeros j valores del vector de observacion Z,;
Z,); es la estimacion de la matriz de varianzas y covarianzas del vector
de estado X,),; My); es la matriz de varianzas y covarianzas del vector
previsto de observacion Zy,;.
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Cuadro 1
Filtro de Kalman

Especificar condiciones iniciales

)20|o ZOIO

—

|M|

t+ 1

Estimacion del Estado Futuro:
Xlll—l = ¢Xt—l lt—1

Ztll—l = ¢Zt—1|t—1¢l + Q

Y

Prediccion observacion:
Zrlt—l = Cler—l

Mtlt—l = CZtlt—-IC, + R

)

Observacion de Z,

!

Modificacion del Estado:

Xlll = )%zh—l + Gt(zz - 2t|t—1)

Gl = Zrlt—lC’Ma§—1

Ztll = lez—l - Z:lz—lC'M:—jz—IC,Ztlr—l
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El lector interesado en la deduccion del algoritmo puede acudir a
Meditch (1974) o McGarty (1974) para un enfoque clasico, basado en
las propiedades de las proyecciones ortogonales, o a Harvey (1981) o
Guttman y Pefia (1984) para un enfoque bayesiano.

Para aplicar este algoritmo al modelo de regresion clasico, lo formu-
laremos en la forma de espacio-estado, como:

Bi = Bi-1 (2.3)
yi=Xi Pi +u (2.4)

que es un caso particular del modelo anterior; (2.3) equivale a (2.1),
con ¢ = I (matriz unidad) y W, siempre igual a cero; (2.4) equivale a
(2.2), y ahora la variable de observacion es escalar. La aplicacion del
algoritmo se reduce pues a los pasos del cuadro 1, teniendo en cuenta
que podemos prescindir, por ser trivial, de la etapa de estimacion del
estado futuro. El algoritmo puede hacerse independiente de la varianza
desconocida de la perturbacion o2 (que ocupa el lugar de R), definiendo
P, = Y|~ 1/0%, entonces:

Bi = ﬁi-l + G (yi — xxfﬁAi—l) (2.5)
Gi = Pi_1x(1 + x{P;_;x;)”! (2.6)
P;=P;_  — P x;xiP;_((x{P;_x{ + 1)71 (2.7)

observamos que: (1) la inversion matricial desaparece y solo hay que
invertir el escalar x; P;_1x; + 1, que llamaremos en adelante a;; (2) las
ecuaciones del filtro no dependen de o2.
Operando en (2.7) se obtiene la expresion:
Pixia; = P;_yx;
y sustituyendo en (2.5) el algoritmo puede escribirse:

Bi = Bi—l + Pixiéiji-1 (2.9)

P=P,_, - P, — Pi_xix;Pi_ja; ! (2.10)
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a; = 1+ X{P,-_lxi (211)
éili—l =Vi— Xf/}i—l (2.12)

si despreciamos el efecto de condiciones iniciales, la matriz P; puede
escribirse:

Pi=(XuXy) ! (2.13)

siendo X(; la matriz que contiene por filas las i primeras observa-
ciones. La estimacion de la varianza de la perturbacién se realiza por:

i (_yj - x}/§i)2

SZ =
U] = i—k

;o (i>k)

siendo k la dimension del vector ﬁ y el rango de la matriz X.
Las ventajas de este algoritmo cuando los datos se reciben recursi-
vamente son obvias: desaparece el problema de la inversion matri-
cial y el calculo requiere unas minimas necesidades computacionales.
Es, por lo tanto, muy apropiado para la estimacion «on line» en muchos
problemas de ingenieria. Un inconveniente claro, sin embargo, es que
al utilizar minimos cuadrados es muy sensible a la presencia de datos
anomalos —una observacion atipica puede tener una influencia deci-
siva en la estimacion de ﬁi— como veremos en la seccion siguiente.
Este aspecto es especialmente grave cuando el objetivo es controlar un
sistema, ya que una observacion atipica puede hacer las previsiones
muy inestables, dificultando enormemente el sistema de control.

3. Criterios de robustez interna

Un aspecto importante en la construccion de un modelo estadis-
tico es conocer hasta qué punto cada observacion individual contribuye
a las propiedades fundamentales del modelo. Parece razonable que ten-
gamos mas confianza en un modelo cuyas propiedades dependan uni-
formemente de los valores muestrales que en otro, cuyas propiedades
son debidas, en gran parte, a un unico punto atipico que puede no ser
representativo del conjunto. En la construccion de un modelo lineal
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podemos hablar de dos tipos de influencia: una influencia «a priori»,
que, como veremos, depende fundamentalmente de la posicion del punto
muestral en el espacio de las variables aplicativas, y una influencia «a
posteriori» que es funcion ademas del valor concreto observado en la
respuesta y. Para concretar estas ideas, supongamos el modelo de re-
gresion lineal:

yi=xip+u ; u~N@O,0%) ; i=1,.,n (3.1)

donde x; es un vector de dimension k, (1, x5.;, ..., X,.;) ¥ S €s un vector
de parametros cuya estimacion minimo-cuadratica es:

A

p=(X'X)"'X'Y (3.2)

Si denominamos ¥ = X(X'X) !X’ a la matriz cuadrada simétrica
e idempotente que proyecta el vector Y sobre el espacio generado por
las columnas de X, tenemos que:

Y=VvY (3.3)
e=Y—-Y=(1-V)Y (3.4)

de donde se deduce que Var (§;) = v;;62%, Var (e;) = (1 — v;)a?, siendo
v;; el elemento diagonal i de la matriz ¥ que, segiin lo anterior, como
la varianza siempre es positiva, sera 0 < v; < 1. Por lo tanto, los resi-
duos no tienen la misma varianza, ni las estimaciones J; la misma
precision. Si v; — 1, entonces Var (e;) = 0 y como E(e;) = 0 la variable
aleatoria ¢; tomara el valor cero con/probabilidad 1, y la ecuacion de
prediccion pasard siempre por ese punto, sea cual sea el correspon-
diente valor de y. Ademas, entonces, Var (J;) = ¢? y la precision de la
estimacion de y; es minima. Concluimos pues que si la posicion de una
observacion muestral x; es tal que v; = x{(X ' X) 'x; es proximo a la
unidad, esta observacion es, potencialmente, muy influyente.

Para investigar las condiciones en las que una observacion lleva
asociada un alto valor de v;, observamos que v; puede interpretarse
(véase Weisberg (1980), Cap. 5) como la distancia de Mahalanobis del
punto x; respecto al centro de gravedad del conjunto de puntos. Esto
permite concluir que la influencia a priori de una observacion realizada
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para x = x; depende de la distancia entre x; y el centro de gravedad
del resto de las observaciones x. La métrica resultante establece con-
tornos para v; = cte que son elipsoides, cuyos ejes dependen de las
raices y vectores caracteristicos de la matriz (X' X).

Para medir la influencia concreta de cada observacion (y;x;), Cook
(1977) ha sugerido tomar como medlda la distancia de Mahalanobls
estandarizada entre ﬁ y la estimacion Bis, obtenida prescindiendo de la
observacion i. El estadistico de Cook es:

(B — Bo) (X' X)(B = Buv)

D? =
ks?

(3.5)

donde s” es la varianza residual. Llamando Y(; al vector de predic-
cién de las n observaciones realizado mediante el vector de pardmetros
P, el estadistico anterior puede escribirse:

(Yo — Y)Yy — 1)

D? =
ks?

es, por tanto, una medida estandarizada adimensional de la distancia
euclidea a la que se desplaza el vector de prediccion cuando eliminamos
la observacion i.

El calculo de D? mediante las formulas anteriores es poco practico
y puede demostrarse, Cook (1977) que:

D? = 1(5’)2 b 3.6
T k\s/ (1 —ow)? (39

donde ¢; = y; — x; ﬁ es el residuo estimado en este punto. Belsley y
otros (1980) han sugerido medidas similares. La ecuacion (3.6) indica
que la influencia practica de una observacion depende no soélo de su
posicion en el espacio de las x, medida por vy, sino también de su
coordenada y;.

En resumen, los estadisticos v; y D; permiten juzgar el efecto de cada
observacion sobre los parametros estimados del modelo. Su calculo
depende de la obtencion de la matriz cuadrada, de dimension igual al
numero de observaciones, V.
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Es interesante disponer de un contraste de que una observacion
es atipica. Este test suele basarse (véase Barnett y Lewis (1978; pp. 250-
265)) en el maximo residuo estudentizado definido por:

, €
max —————

5\/.1 — Ui

Un inconveniente de este estadistico es la dependencia del nume-
rador y el denominador. Puede demostrarse que formulando el problema
como un contrarse de razon de verosimilitudes (Cook y Weisberg
(1982)) se obtiene:

€h 2 (yi — xiBm)?

[ = : =

s/l — vpn " n—1—-k

que, al tener numerador y denominador independientes, seguird una
distribucion ¢t de Student con n — k — 1 grados de libertad. En la
practica, el contraste no se hace respecto a una observacion fija a priori,
sino respecto a la maxima desviacion t observada, por lo que para
establecer el nivel de significacion habra que tener en cuenta la teoria
de contrastes multiples (Miller (1977)).

En resumen, los estadisticos v;, D; y t; proporcionan la informacion
relevante para juzgar la influencia de cada dato en los parametros
estimados, y deberian ser calculados rutinariamente en la construc-
cion de cualquier modelo de regresion. Su relacion con otras me-
didas diagnosticas puede verse en Cook, Pefia y Weisberg (1984). Sin
embargo, su calculo cuando los datos se reciben secuencialmente es
muy poco eficiente. Por ejemplo, el calculo de v; para cada nueva
observacion requiere, construir en cada etapa la matriz (X'X) de las
observaciones procesadas e invertirla. En la seccion siguiente presen-
tamos métodos para superar estos inconvenientes.

4. Estimacion recursiva de medidas diagnosticas
El algoritmo recursivo de la seccion dos de este trabajo ofrece un

procedimiento rapido para calcular los estadisticos anteriores, propor-
cionando, ademas, nuevas perspectivas sobre su funcionamiento. Segun
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(2.9) el calculo de p; en cada etapa requiere conocer los escalares
ai, €;i-1 y la matriz P;. Veamos su relacion con las herramientas
diagnosticas anteriores. Sea:

vili-1 = xi(X' X)iloxi 4.1)

La distancia del vector x; al centro del conjunto de los primeros
i — 1 puntos que no contienen a x;. Entonces:

a; = 1+ Vili—1 (42)

es una medida de la distancia en que se introduce la nueva observa-
cion. Por lo tanto, a;, es, en si misma, una herramienta diagnostica: un
valor alto de g; indica que esta observacion es, a priori, potencialmente
influyente. Por otro lado, utilizando la formula de inversion de una suma
de matrices (véase Cook y Weisberg (1982), p. 210), se obtiene:

N v Uii 4.3)
I_Uii_l_vii .

Uili-1 = Ui

y lamando v; = v; a la distancia del punto x; respecto al centro de los
datos una vez incluido en el conjunto:

vii =0 + o) Uili_l =a; Ya; — 1) (4.4)

que relaciona recursivamente las distancias antes y después de incluir

el punto, permitiendo el calculo de v;; a partir del término a; en el

proceso recursivo del filtro.
Para calcular el estadistico de Cook, tenemos en cuenta que,

€ili-1 = Vi — xtf.éi—l 4.5)

y sustituyendo la expresion recursiva (2.9) que relaciona ﬁ; y ﬁi_l,
se obtiene:

€;

- (4.6)

€ili-1 =
I — vy
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que relaciona el error previsto y el error realmente observado; por
tanto, sustituyendo en la expresion {3.6) del estadistico de Cook:

_ leizli—l

DZ
k s?

© Uji (47)

formula alternativa a la (3.6), pero mas adecuada para el calculo re-
cursivo. Finalmente, el algoritmo (2.9), (2.10) proporciona los elementos
necesarios para hacer el contraste de que una observacion es atipica.
En efecto, en la hipotesis de que el modelo es correcto, e;);-; €s normal,
con media cero y varianza que, segun (4.5), es:

Var (e;);-1) = Var (y;) + Var (xz{ﬁi—l) = o}(1 + x{(X'X)11x;)

Var (e;)i-1) = o?(1 + Vili-1) = ol

y llamando
R 1 i1 N
Szi_ = P )C,f i— 2
(i-1) i——k——I,-;(y Bi-1)

ambos estadisticos son independientes y el contraste de que el i-ésimo
residuo es atipico vendra dado por:

€ili-1
t= %
Si_1a;

que tendra i — k — 1 grados de libertad. Este contraste es idéntico al
obtenido en la seccion anterior a partir de la razén de verosimilitudes
y surge naturalmente dentro del calculo recursivo que proponemos.

El cuadro 2 presenta un diagrama esquematico de la incorporacion
de estos diagnosticos al calculo recursivo del algoritmo. Es de sefialar
el hecho, a primera vista sorprendente, de que todos los términos nece-
sarios para su calculo son precisamente los componentes que se utilizan
para efectuar la estimacion, por lo que las modificaciones requeridas
en el algoritmo son minimas y la eficiencia computacional 6ptima.
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Cuadro 2

Imponer condiciones iniciales:

l§09 PO

{

i=1

)
Y

Prediccion: ;-1 = xifi—1

t

Opbservacion: y;

€ili-1 = Yi — Jili-1

t

Estimacion:
a=1+xiPi_x;

P, =P,y — Pi_ixix(Pi_iai !

Bi=Pi-1 + Pitiji-a

it
= i>k

Diagnosis:

- -1
tii = (a; — 1)aj

2 2 . 27 -1
Di = efji-1 vi S’k

_ S B
ti=epi-1-ai - Sily
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5. Conclusiones

La robustificacion interna del algoritmo de Plackett-Kalman es com-
putacionalmente simple; los calculos necesarios son una extension na-
tural de los que incorpora el algoritmo, y permiten evaluar el efecto
de cada nueva observacion en los parametros estimados. Cuando este
efecto sea muy grande, podemos optar por: (a) modificar el modelo
cuando haya suficiente evidencia de un cambio estructural; (b) rechazar
la observacion como atipica; (c) incorporarla, aunque quiza con un peso
menor que a las anteriores.

La simplicidad del calculo de estas medidas nos lleva a concluir
que este algoritmo puede ser Gtil también en problemas no secuenciales
donde se manejen un nimero elevado de datos, ya que este procedi-
miento elimina los problemas de inversion de matrices, aspecto especial-
mente relevante cuando exista alta multicolinealidad.
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