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ESTIMACIO DEL POL I DE LA VARIANCIA
DEL SOROLL D’UN MODEL AR (1)

MITJANCANT FILTRATGE NO LINEAL
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L’estimacid dels pardmetres associats @ un procés ARMA es pot
plantejar com un problema de filtratge no lineal. Per determinar un
estimador recursiu d’aquests pardmetres es defineiz un vector d’estat
ampliat que inclou les variables d’estat 1 els pardmetres a estimar.
Amb un enfocament bayesid es determina la distribucid a posterio-
ri del vector d’estat ampliat. La sintesi del filtre no lineal permet:
i) estimar els pardmetres ¢ determinar llur precisid, per un tamany
de mostra donat, i) trobar una cota inferior per la dimensié de la
grandaria de mostra fizada una precisid.

Es presenten els resultats obtinguts a partir d’un procés generat
amb un model AR(1) en el que el pol 1 la varidncia del soroll sén
desconeguts. En conseqiéncia, la dimensid del filire és tres.
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1. INTRODUCCIO

L’estimacié dels parametres d’un model ARMA, a partir d’una serie temporal
generada, es una questié que es pot resoldre per diverses técniques: técniques
globals Box i Jenkins [1], técniques recursives [2], técniques d’analisi espectral
[3], etc., encara que el nombre de dades necessaries per a realitzar aquesta
estimacié amb la precisié determinada no estd establert [4]. El comportament
assimptotic de les variancies [5] es pot utilitzar per tenir-ne una aproximacid.

Aquesta estimacié es pot formular com un problema de filtratge no lineal.
La sintesi del filtre no lineal 6ptim permet resoldre el problema d’estimar els
parametres i saber la precisié de I’estimacié realitzada. Amb els mitjans de
calcul disponibles el filtre no lineal dptim és costds, quan creix el nombre de
parimetres a estimar, en temps de cilcul i en ocupacié de memoria. Per tant
el métode presentat no pot competir en eficiéncia de calcul amb els métodes
habitualment utilitzats perd permet determinar la precisié de les estimacions
realitzades per qualsevol grandaria de mostra. En consequencia mitjangant
el filtre no lineal 6ptim es pot coneixer el nombre de dades necessaries per a
assolir una determinada precisié.

En aquest treball es presenten el resultats obtinguts pel cas d’un procés que
respon a un model AR(1). La variincia del soroll és a priori desconeguda 1
també s’estima mitjangant el filtre no lineal.

L’estimacié es fa de manera recursiva sobre la variable d’estat, el pol i la
variancia del soroll, per tant I’estimacié dels parimetres del model es va refinant
de manera progressiva a mesura que es disposa de noves dades.

L’extensié d’aquesta metodologia a d’altres models ARMA és Pobjecte de
treballs en curs.

En Papartat 2 s’exposa la formulacié dels models ARMA en espai d’estat,
en Papartat 3 es presenta l'algorisme general del filtre no lineal 6ptim. En
lapartat 4 s’estudia el cas particular del model AR(1) descrit, en I’apartat
5 es presenten els resultats 1 es comparen amb els obtinguts mitjangant els
valors assimptoticas de les varidncies i finalment les conclusions i extensions
son posades de manifest en ’apartat 6.

2. MODEL EN L°’ESPAI D’ESTAT PER UN PROCES ARMA
2.1. INTRODUCCIO

Les equacions d’estat d’un model lineal dinamic [6] s6n

(1) Ti41 = Azt + Cet+1
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on zi41 és el vector (nzl) de les variables d’estat,

A és una matriu (nzn) de constants, si el model és estacionari,

C és una matriu (nzm) de constants, si el model és estacionari,

et és un vector (mz1) de variables aleatories distribuides segons N (0, X;),
Y-, és una matriu (mzm) de convariancies del soroll.

Les dades observables venen donades con una combinacié lineal de les varia-
bles d’estat.

(2) ye = Hzy +w,

on H és una matriu (mzn) de constants, si el procés d’obsevacié no varia en el
temps,

w; és un vector {mzn) de variables aleatories distribuides segons N (0, Z,),
L, és una matriu (mzm) de covariancies del soroll de I’observacié.

El vector z; representa ’estat del sistema en qualsevol instant de temps i
el vector d’observacions y; conté les iniques quantitats que es poden observar
o coneixer directamente. Les variables d’estat z; serveixen només per definir
operacions internes o el comportament del sistema. A més la distribucié de
probabilitat vector d’estat z;y; en linstant ¢t + 1 quedard determinada pel
valor de I’estat z; en 'instant ¢t. Es a dir, el vector d’estat z; sera descrit com
un procés de Markov.

En aquest apartat veurem con relacionar el sistema estocastic definit per les
equaciones {1} i (2) amb I’analisi de processos ARMA. El problema de modelar
el procés es pot interpretar com el problema de trobar un sistema lineal que
sigui el mes apropiat per les dades a I’abast.

Donat un model ARMA (p, q):

(8) Yt+p = Q1Yt—p—-1 T ... + QpYt + €t4q T Cre44q—1 + ... T Chet

amb {y,t = 1,...,n} el conjunt d’observacions i p > g,
{e;} soroll blanc gaussia de varidncia o2,
llavors el model ARMA (p, q) definit en (3) es pot representar en 'espai d’estat

mitjangant la segona forma candnica observable {6] com
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Aquesta parametritzacié no és tnica |7]. En aquest cas la parametritzacié
no conté soroll en Pobservacié.

S1 definim 'operador de retard B(By; = y:—1), es pot veure facilment que
les equacions (4) i (4’) es redueixen a

(5) (1 - alB - a2B2 — e apo) Yt+p = (1 + ClB + ...+ Cqu) €ttq

que no es res mes que el model ARMA (p, g) definit en (3).
Denotem per ¢’ = (ay, .., a,, c1...,c,) vector de p + ¢ parimetres.

Fins aqui, hem considerat només el cas en que ¢ i les dades estan relacionades
linealment. Estudiem ara la situacié més general. Sigui el model

Ti41 = F(@)ze + G(d)ers1
ye = H(d)ze + wy

on {e;} i {we} sén successions de vectors aleatoris, independents, distribuits
segons N (0,X;) i N(0,X,) respectivament. Suposem que zo té distribucié a
priori coneguda amb mitjana uo i matriu de covariancies II,. El vector de
a . (Y . 2 2 .
parametres ¢ i la variancia del soroll o sén desconeguts. Suposem que la dis-
tribucié a priori del vector de parimetres té mitjana ¢, i matriu de covariancies
Py i la distribucié a priori de la varidncia del soroll té mitjana 02 i matriu de
covariancies Xg.
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Per determinar un estimador recursiu de ¢ i de o definim un vector d’estat
ampliat

X, = ¢

i considerem el problema de 1’estimacié de l’estat per a aquest estat ampliat.
L’estat, utilitzant una parametritzacié equivalent a la de les equiaciones (4) i
(4’), compleix les equacions:

(7) Xt+1~—: F(Xg) +Et

Yt = H(Xt)
AIt
(8a) on P(Xy)=1 ¢ |,
o2

A=
Ap—1 0 . 01
[ % 0]
CCt
0
(8C) E(Xt) = th

Definim y* = {y1/..., 41} conjunt de totes les obsevacions fins 'instant ¢.
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El problema en (7) és determinar E(X;/y') que s’obtindri a partir de la
densitat de probabilitat a posteriori p(X;/y) calculada de forma recurrent,
sempre i quan la densitat de probabilitat a priori inicial p(Xo) sigui coneguda.
A partir de "esmentada densitat de probabilitad a posteriori p(X:/y*) podrem
calcular els estimadors dptims E(¢/y'), E(02/yt), les varidncies dels quals sén
minimes (8], [9], la qual cosa justifica el qualifcatiu d’estimadors dptims.

El problema de I’estimaci recursiva de ¢ i 0 est formulat com un problema

d’estimacié d’estat, perd Pestat X; esti relacionat de manera no lineal en les
equacions (7), per tant és un problema de filtratge no lineal.

3. ALGORISME DE FILTRATGE NO LINEAL
3.1. PREDICCIO I FILTRATGE

Per abordar el problema es determina I’evolucié de la funcié de densitat
de probabilitat p(X;/y*),t = 1,...,n i. e., suposem en un instant ¢ coneguda
p(X:/y*) i volem calcular p(X;11/y**?) en Vinstant ¢+ 1. Aquest cilcul es fard
en dues etapes:

La primera etapa anomenada de prediccié ens permet calcular p(X;+;1/yt)
a partir de p(X;/y'). La segona etapa anomenada de filtratge ens ha de
permetre calcular p(X;41/y'*!), quan es coneix la nova observacié ;4.

L’etapa de prediccié es resol mitjangant les equacions de CHAPMAN-
KOLMOGOROV per processos de Markov [9].

PXesr/ut (€)= /me/xgy'(f/'l)l’xe/y‘ (n)dn =

Xt

(9) :/pxe+1/xt(€/ﬂ)pX:/y‘(77)d77

Xt

Lafuncid Px,,,/x,.yt (§/n) ésiguala Px,,, /x,(&/n) per ser el model dinamic
definit en (7) un procés de Markov [10], es a dir, conegut X, les observacions
que formen y* no aporten cap informacié adicional sobre el valor de Xii1-
Aquesta funcié esta relacionada amb la densitat de probabilitat de e;.

L’etapa de filtratge es resol mitjangant el teorema de Bayes, tenint en
compte la informacié suministrada en la etapa de prediccié.

pyeﬂ/xeﬂ'y'(y/g)pxeﬂ/y‘(g) _
f pye+1/X¢+1ly' (y/ﬁ)Px,H/y'(E)dﬁ

Xttt

DXy /ytt? (E) =
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(10) — pyH—l/xH-l(y/g)pxt+1/y'(€)
f Pyiyi /X (‘y/g)pl\furl/yt (g)d&

Xtg1

on y és el valor numéric que pren l'observacié yi41' Pyoyi/x,, vt (¥) =

Pyis1/Xess (Y) com es pot deduir de ’equacié d’observacié en (7), que conegut

X;+1, les observacions que formen y® no aporten informacié adicional sobre el
+1 q Y P

valor de yeyq.

Py,41/Xe41 (y) s'0bté del model d’observacié. Esta relacionada amb la densitat
del soroll w; del model general (6). En la parametritzacié (7) no hi figura soroll
a ’observacid, per tant aquesta probabilitat sera una Delta de Dirac, ja que
una vegada conegut l'estat X,/ 1’equacié (7) ens determina ;.

Es a dir, substituint en (10) px,,,/y+ obtinguda en (9), arribem a la re-
curréncia

DXer Jytt? (g) =
pyg+1/X¢+1 (y)}{ pXt+1/Xt (f/")pxt/y' (T,)dr'

- Xf 6(3/ - 51)){ PXH;/X'(&/'I)PXg/y‘ (")d"ld€

(11)

D’aquesta forma, es va obtenint, coneguda la distribucié a priori com a
condicié inicial, Pevoluci6é temporal de la densitat de probabilitat de les va-
riables a estimar condicionada per les observacions i a partir d’aquf calcularem
E(¢/y*) i E(06?/y*) que no sén res mes que els primers moments de les dis-
tribucions marginals. També podem calcular les varidncies corresponents.

El conjunt constitueix un algorisme recursiu que té com a principal dificultat
la representacié i emmagatzemat de la densitat de probabilitat.

4. ESTIMACIO D'UN MODEL AR (1) AMB o? DESCONEGUT
4.1. ForMuULACIO

El model AR(1)

Yt+1 = QY + €4y
formulat en notacié d’espai és

T4l = A%y + €44y

Yt = Tt
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Ampliem Pestat z; a ’estat

Tt
Xt = a
o2
i les equacions d’estat no lineals sén:
1 1
Xit1 XX} €t+1
2 _
X2, =1 X2 |+] 0
3 3
X7y X; 0]
_ vyl
¥ = X;
amb les condicions inicials
Xé Zo
X2 = a
X3 o?

de les quals introduirem en el filtre la distribucié a priori més convenient al
problema que tractem en cada cas concret.

4.2. IMPLEMENTACIO DE L’ALGORISME DE FILTRATGE NO LINEAL

S’ha realitzat una discretitzacié inicial a intervals iguals de les variables que
componen ’espai d’estat 1 en aquest cas concret s’obté una malla cibica. Per
calcular les distribuicons de probabilitat s’utilitza el métode numeric consis-
tent en emmagatzemar la densitat de probabilitat a cada un dels punts de la
malla cibica, encara que hi ha meétodes més refinats per guardar-la. Per ser
la discretitzacié inicial a intervals iguals, es poden aproximar les integrals de
(9) i (10) per sumes i la densitat de probabilitat es representa mitjangant els
valors que té la funcié sobre els punts de la malla constituida en ’expai d’estat.
Aquesta malla és mobil, es a dir, es va adaptant a la densitat de probabilitat
a mesura que la variacié d’aquesta disminueix. Per I’adaptacié de la malla
seguirem les seguients etapes:

1) Inicialitzacions, adopcié d’una malla inicial.
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2} Calcul de la probabilitat a cada punt de la malla segons I’algorisme descrit
en lapartat 3.1 i representat per la férmula (11).

3) Comprovar que tots els punts de la malla tenen associats un valor de
la probabilitat susperior a una certa tolerancia. Els punts que no compleixin
aquesta condicié sén eliminats.

4) Comprovar que el nombre total de punts en cada dimensié es superior a un
valor prefixat. Siresulta ser més petit que I’esmentat valor, es canvia l’'interval
de discretitzacié i s’interpola la funcié de densitat de probabilitat pels nous
punts.

5) Tornar a 2)
4.2.1 INICIALITZACIO DE LA RECURSIO

Hem construit la segiient malla incial

X3 € |R, R] i es discretitza aquestinterval en k; punts.

X2 € (—1,1) i es discretitza aquest interval en k; punts.

X3 €15,T] i es discretitza aquestinterval en k3 punts.

Per tant, es té una malla inicial de k; X k2 X k3 punts sobre la qual s’inicialitza
la densitat de probabilitat a priori.

La densitat a priori de les condicions inicials és uniforme, es a dir

Pz, (€) és uniforme

Per tant
&1 € [_R) R]
Px;,xg,xg(&, €2,83) = 1./(ky X kg X k3) si & € (-1,1)
62 (S [S, T]

L’interval [— R, R] per a X es pren inicialment a partir d’una primera aproxi-
macié de l’ordre de magnitud dels valors, i a partir d’aqui es dona la distribucié
a priori de X} en el moment d’iniciar el funcionament del filtre. Per a XZ es
pren Pinterval (—1,1) perque el pol d’un model AR(1) estacionari pertany
sempre a I’esmentat interval. Finalment es pren l'interval [S, T] per a Xj en
funcié de 'ordre de magnitud de la varidncia del soroll a estimar.

En la primera iteracié, al fer la prediccié s’obté la probabilitat definida
damunt tota la malla, al fer el filtratge aquesta probabilitat queda concen-
trada sobre la recta X} = y, i la probabilitat damunt tots els altres punts de
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la malla passa a ser zero. Per tant, a partir de la segona iteracid, la prediccié i
el filtratge es poden fer en un dnic pas. En conseqiiéncia, si es pren una malla
inicial de k; X ko X k3, a partir de la segona iteracié quedara reduida a k2 X kj
i l’algorisme té un guany notable en rapidesa y capacitat de memoria.

4.2.2. CALCUL DE LA PREDICCIO

Tal com ja s’ha esmentat, aproximem les integrals de les equacions de
Chapman-Kolmogorov (9) per sumes

o, (Evénts/yt) =

bxr  x2 |
t+1 t+1

ZZZPXI X2

’ !
n1 n2 13 T el

X3, /x5 x2,x3 (€1 €20 €3/ n1m2ims ) pxs, x3, x3 (mmzms/yt)

t

Ara bé

Px:  x? /xtl,xf,xg(51'52'53/771'772'773) =

3
t+1/ t+1’Xf+1

= Peyrr (61— mn2)6(€2 — n2)6(é3 — n3) =

1
k— exp

{._l (61 — mn2)?
N3 2

7 } si 2 = n2és =n3
3

0] altrament

on k és la constant de normalitzacié.

Per tant

1 2
Px‘“,xtﬂ,

x3,, /vt (b€ €s) =

2
§1—mne .
ksz:/X:lxga/y‘ (771177217]3) exp {"% (——“—’7 St 62 = 7]2153 =1n3
T 3

0 altrament

4.2.3. CALCUL DEL FILTRATGE

Anilogament es calcula (10)
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pXt1+1,Xf+1,Xé’+l/ye+1 (51'62’53) =

()

=kapx1  x2  x3. jyr+i (€1 €2€8)Py,y /xl, X

t+1f 4! t41°? X

2 3
t+1! Tt
on k és la nova constant de normalitzacié ja que el denominador de (10) és una
constant respecte a les variables €.

1 siy=4§
Puees /X0 X0 0 X ) = 0 altrament

Per tant

[ e e (réag) s y=6
PX} XXyttt (€véarée) =

0 altrament

4.2.4. CALCUL DE LA PREDICCIO I FILTRATGE CONJUNTAMENT

Tal com ja s’ha explicat en Papartat 4.2.1., a partir de la segona iteracié es
calcula la prediccié i el filtratge conjuntament, el que ens permet obtenir la
recurréncia:

(11)
1 (g1 — w2\
pxa Xf+1/y‘+1(€2’£3) = ]C exp —5 (—-——-—-————) prfxf/y' (62163)

41/ 53

5. RESULTATS
5.1. RESULTATS DE LES SIMULACIONS

S’han simulat varies successions d’observacions segons un model AR(1) de
les quals es presenten aqui dues que es consideren les més representatives.
Aquestes dues successions corresponen als models en que el pol és 0.8 1 0.05
respectivament. En ambdos casos s’ha prés la variancia del soroll igual a la
unitat. Les funcions de densitat conjunta a posteriori del pol 1 de la variancia
del soroll sén obtingudes implementant la recurréncia (11), i a partir d’ella
s’han calculat les funcions de densitat a posteriori marginals pel pol i per la
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variancia del soroll respectivament. En aquest cas la malla inicial és k; = 121,
ky = 21, ks = 21. A partir de la segona iteracié la malla té 21 x 21 punts.

Les figures 1 1 2 sén les funcions de densitat de probabilitat a posteriori
després de N observacions (N = 100,500, 1000,10000) en les que els vertaders
valors del pol sén 0.8 i 0.05 respectivament. La malla inicial utilitzada pels
calculs va des de (—1+ 1.e — 37) fins a (+1 — 1l.e — 37), el pas inicial és 0.1, per
tant Pesmentada malla inicial té en total 21 punts.

Noti’s que en les figures 11 2 les escales sén diferents.
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FIGURA 1. Densitat de probabilitat a posteriori del pol a. El vertader valor és 0.8,
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FIGURA 2. Igual que figura 1 perd el vertader valor del pol és 0.05.
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En primer lloc ens ocuparem de 'evolucié de P’estimacié del pol.
Com es pot veure en la figura 3, la convergéncia cap el vetader valor
és més rapida en el primer cas que en el segon. Aquesta figura posa
en evidéncia d’una manera clara que a partir de 5000 observacions no
hi ha gaire diferéncia entre les dues grafiques, perd quan el nombre
d’observacions és més petit de 1000, les diferencies entre ambdues
grafiques sén substancials.

50 L

25 4

U1 T £ NIy SN e

11 1 1 ! ] ! ] ] 1 ! ,
{ | ‘ i { 1 t | - ﬂ observ.

! T
0 60 1000 60 2000 90 3000 00 4080 96 5000 00 000 08 7000 60 8000 05 9806 05 16909 09

FIGURA 3. Estimacié del pol pels diferents valors del vertader pol 0.8 i
0.05 respectivament.
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A continuacié ens ocuparem de P’evolucié de la desviaci6 tipus de
I’estimador del pol. S’obseva que aquesta desviacid tipus es més gran
quan el pol s’acosta a zero que quan el pol es a prop del cercle unitat.
Aquest resultat es pot veure clarament en la figura 4.

pol=0.8
no | | | |

| l i 1 .
1 I ! t 1 1 T = 1 n observ

T
0 00 1000.00 2000 00 3060.50 000 NG 5000.00 6060.60 7000 %0 8090 00 9000 00 10000 N0

FIGURA 4. Desviacié tipus de I’estimador del pol quan els vertaders valors
sén 0.8 i 0.05 respectivament.
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Pel que fa a 'evolucié de la densitat de probabilitat a posteriori de la
variancia del soroll no sembla estar influenciada pel valor del pol com es posa
de manifest en les figures 5, 6, 7 i 8.

La densitat de probabiitat a posteriori de la variancia del soroll després de
N observacions (N = 100, 500, 1000, 5000, 10000) quan el vertader valor del
pol és 0.810.05 és a les figures 5 1 6 respectivament. La malla inicial pel calculs
va des de 0.1 fins a 10, el pas inicial és 0.5, per tant en total hi ha 21 punts.

A la figura 7 s’observa Pevolucié de ’estimacié de la variancia del soroll pels
diferents valors del pol 0.8 1 0.05. Com ja s’ha dit, el vertader valor del pol
és desconegut a priori i s’estima simultaneament mitjangant el filtre no lineal.
Es pot observar en aquesta figura que estimacié de la variincia del soroll,
en funcié de la localitzacié en el cercle unitat del vertader del pol, difereix
molt poc quan el nombre d’observacions disponibles és petit, i a partir de 1000
observacions és practicament la mateixa.

Finalment a la figura 8 hi ha I’evolucié de la desviacié tipus de Pestimacié de
la variancia del soroll. Es pot veure que les dues grifiques obtingudes segons
els diferents valors del pol, gairabé coincideixen, resultat que estd d’acord amb
les afirmacions fetes en el paragraf anterior.
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FIGURA 5. Densitat de probabilitat a posteriori de la variancia del soroll. El vertader
valor del pol és 0.8.
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FIGURA 6. Igual que figura § perd el vertader valor de! pol és 0.05.

37



1
60
30 L
00 RS S S ——

0 00 {00090 2000 00 3008 00 4000 96 5000 60 6008 60 7400 N0 8000 00 3906 0O 000 00

FIGURA 7. Estimacid de la variancia del soroll segons els diferents valors del pol: 0.8
i 0.05 respectivament.
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FIGURA 8. Desviaci6 tipus de ’estimacié de la variancia del soroll segons els diferents
valors del pol: 0.8 1 0.05 respectivament.
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5.2. COMPARACIO AMB EL COMPORTAMENT ASSIMPTOTIC

Segons [1], [5], la desviacié tipus de la distribucié assimptotica del parametre
estimat del model AR(1) és

1

(12) des Gy ~ N(l — a?)

on N es la grandaria de la mostra, d és el parametre estimat i a és el parametre
del model generat.

S’han calculat les desviacions tipus de la distribucié assimptoética segons els
diferents tamanys de mostra d’acord amb (12) per les dues successions ja es-
mentades 1 s’han comparat amb les desviaciones tipus de ’estimador calculades

segons el filtre no lineal. Els resultats sén posats de manifest a les figures 9 i
10.
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——— Desviacié tipus de I'estimador calculada segons el filtre no lineal.
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FIGURA 10. Igual que figura 9 perd el vertader valor del pol és 0.05.
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6. CONCLUSIONS I EXTENSIONS

Tots aquests resultats resolzen el fet de que Pestimacié dels parametres depen
de la grandaria de la mostra i de la localitzacié del pol en cercle unitat, ja que
com es pot veure en 1’apartat anterior el model simulat amb el pol en el 0.05
necessita més observacions per la correcta estimacié del parametre que el model
simulat amb el pol en el 0.8.

També es pot observar que estimacié de la varidncia del soroll esta poc
influenciada per I’estimacié del pol.

La desviacié tipus de la distribucié assimptdtica del pardmetre és superior
" en el primer cas que en el segon, per tant calen més observacions per a estimar
el parametre amb la mateixa precissié en el cas en que el pol és 0.05 que en
el cas en que el pol és 0.8. A més, con era de preveure, la variabilitat dels
resultats observats en el primer és major que en el segon cas, per tant és obvi
que caldran més observacions en el primer cas que en el segon per la correcte
estimacié del parametre.

El filtre no lineal és una técnica ttil per a investigar la dependeéncia de la
precisié respecte del nombre d’observacions. Els problemes més grans sén el
temps de calcul i la memoria necessaria que fan dificil de plantejar el cas general
del model ARMA (p,q). En l’actualitat s’estd treballant amb models amb 3
parametres.
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