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comparacion y prediccion de clases y tests de
permutaciones para los niveles de
significacion  (http.://linus.nci.nih.gov/BRB-
ArrayTools.html).
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MAQUINAS DE VECTOR DE APOYO: PROBLEMAS DE
PROGRAMACION MATEMATICA EN CLASIFICACION

Emilio Carrizosa y Belén Martin-Barragan

Dpto. Estadistica e Investigacion Operativa. Universidad de Sevilla

1. Introduccion

En la ultima década, la capacidad de
almacenamiento de informacion digital se ha
duplicado cada nueve meses. Crece, por
tanto, a una velocidad muy superior a la
prevista por la ley de Moore para el
crecimiento de la capacidad de calculo, [18,
25], provocando la aparicion de las
denominadas fosas de datos, [18]: datos que
son almacenados y descansan en paz, sin que
nadie los reclame o los recuerde.

La constatacion de la existencia de tales fosas
de datos, y la consiguiente pérdida de
oportunidades de avance en el conocimiento
o de negocio, esta provocando un enorme
interés por el desarrollo de técnicas que,

ecarrizosa@us.es,belmart@us.es

complementando a las  previamente
existentes, permitan obtener informacion
desconocida y potencialmente util de datos
provinientes de campos tan diversos como la
Bioinformatica  (expresion  genética,...),
gestion de clientes (fuga de clientes, analisis
de la cesta de la compra,...), la banca
(valoracion de riesgo en créditos, deteccion
de uso fraudulento de tarjetas de crédito, ...),
Internet (clasificacion de paginas web,
filtrado de correo indeseado, ...), [1, 2, 3, 16,
19, 20, 22, 35].

Hablamos, usando una denominacion de
moda en los medios cientificos, y, en
particular, en las lineas editoriales de algunas
de las revistas de mas alto indice de impacto
en nuestra area de conocimiento, de la
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Mineria de Datos. Las referencias [2, 8, 22,
23, 34] pueden servir de introduccion al
tema.

Examinando, por ejemplo, las distintas
opciones del software de codigo abierto
Weka, [33], descrito en [34], se observa que
uno de los pilares de la Mineria de Datos,
aunque bastante anterior a ésta, es la
Clasificacion.  Encontramos  junto a
procedimientos bien conocidos en la
comunidad estadistica, como la regresion
logistica, los arboles de clasificacion, los
modelos bayesianos o las redes de neuronas
artificiales, otros mas recientes, como el que
nos ocupa en estas lineas: las Mdquinas de
Vector de Apoyo (en inglés, Support Vector
Machines), que ha saltado del mundo del
Aprendizaje Estadistico, [12, 31, 32] al de las
aplicaciones pasando por el de la
Programacion Matematica. Véase [4, 5, 6, 11,
26, 27, 29, 30, 36] para otros métodos de
clasificacion que, como las Maquinas de
Vector de Apoyo, usan técnicas avanzadas de
Programacion Matematica.

2. El problema de clasificacion

Tenemos un conjunto de objetos Q. Cada
objeto u€Q tiene dos componentes

u=(x", ¢"), donde x“ej” representa el
vector de variables predictoras, y ¢“ € C es
la clase a la que pertenece u. Por
simplicidad en la exposicion, supondremos el
caso binario, C={-1, 1}.

Se dispone de un conjunto no vacio de
objetos 1 cQ, la muestra de aprendizaje.
El objetivo es predecir, a partir de 7, la clase

¢’ a la que pertenece un objeto veQ
conociendo solo x". Para ello se buscan
we; ?, Pei , se construye la funcion de

evaluacion f,

f)=a'x+p, )

y con ¢ésta, la regla lineal de clasificacion que
clasifica en el grupo 1 a aquellos xe; ¥ con
f(x)>0 y en el grupo -1 a los x con
f(x)<0. Los x con f(x)=0 seran

clasificados siguiendo alguna regla predeter-
minada.
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La primera pregunta que nos hacemos es si
existen o no @, f tales que Ia
correspondiente  regla lineal clasifique
correctamente el 100% de los individuos de
]’

¥ (@'x"+B)>0 Vuel. ()

Cuando el sistema (2) sea factible, diremos
que [ es separable linealmente. Es facil
comprobar (usando, por ejemplo, resultados
basicos de dualidad en Programacion Lineal),
que la separabilidad lineal de [ es
equivalente a que los cierres convexos de los
conjuntos

X' tuel, "=1}, {x":uel, "=-1}
sean disjuntos. Esta condicion puede
comprobarse numéricamente en tiempo
polindmico en el cardinal de / y la dimension
p de los datos.

2.1. El caso separable.

Cualquier (@, B) solucion de (2) satisface
que @ #0. En particular, (w, f) genera un
(xei”:o0'x+p=0, de
modo que el semiespacio
{xei”: o'x+ >0 contiene al conjunto

hiperplano,

{x":uel, ¢*=1}, 'y el semiespacio
{xei”: o'x+ <0} contiene al conjunto

{x":uel, "=-1}.

Cuando [ es linealmente separable, el sistema
(2) tiene infinitas soluciones, que generan
infinitos  hiperplanos  distintos.  (Cémo
elegimos una de estas soluciones? La calidad
de la clasificacion, sobre la muestra de
aprendizaje, es idéntica: todas clasifican
correctamente el 100% de /. Sin embargo, no
todas parecen igualmente razonables. En la
Figura 1 podemos ver dos hiperplanos que
separan los grupos de [ (circulos vy
cuadrados). Intuitivamente, podemos pensar
que el hiperplano representado por un trazo
grueso es mas conveniente que el de trazo
fino. En particular, este ultimo asigna al
objeto representado con ‘?’ la clase cuadrado,
cuando parece mucho mas verosimil que
pertenezca a la clase de los circulos.
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Figura 1. ;Dos reglas que clasifican igual de
bien?

El ejemplo anterior nos indica intuitivamente
la conveniencia de elegir un hiperplano que
esté alejado de las dos clases. Las Maquinas
de Vector de Apoyo se basan precisamente
en este principio, como a continuaciéon se

describe. Se fija una norma ||d| en | ” para
medir las distancias (usualmente la euclidea).
Para un objeto u €/, la distancia entre x" y

el semiespacio en el que quedara clasificado
incorrectamente viene dada por

V' (@"x" + )

' (v, f)=max - , 00, (3

|

e.g. [7], donde ||§|D denota la norma dual a

¢l

Se define el margen en la muestra de
aprendizaje / como el minimo p*:

p' (@, p)=minp"(a, p). (4)

El clasificador buscado es aquél que no soélo
clasifique correctamente a todos los objetos
de I, sino que tenga margen maximo.
Geométricamente, la busqueda del
clasificador de maximo margen puede verse
como un problema de Localizacion, [8], pues
el problema es equivalente a construir la
banda de maxima anchura (las distancias

medidas con la norma ||§|) que deja un grupo
a cada lado, como se muestra en las Figuras

(2)-(3).
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Figura 3. Maximo margen (norma 1 )

Usando la homogeneidad de la funcion
margen, el problema de maximizacion del
margen puede ser formulado como el
siguiente problema convexo con restricciones
lineales:

4]

min ||a)

sa.: " (a)Tx” +,B) >1 Vuel (5)

wei”, Pei.

Si, para medir las distancias hemos usado,
como en el ejemplo de la Figura 3, una

norma ||§| poliédrica, (i.e., cuya bola unidad

es un poliedro) su dual ||§|° también es

poliédrica, y por tanto (5) puede reformularse
como un problema de Programacion Lineal,
resoluble, incluso para grandes bases de
datos, con optimizadores comerciales como
CPLEX, [21]. El caso mas estudiado en la
literatura, no es, sin embargo, el que tiene

como ||Q| una norma poliédrica, sino la

euclidea. Entonces (5) es equivalente al
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siguiente problema cuadratico convexo con
restricciones lineales:

min o'
sa. " (a)Tx“ + ﬂ) >1 Vuel (6)

wei’, Pei,

que puede resolverse, por ejemplo, usando
planos de corte, [28].

2.2. El caso no separable.

En la Seccion 2.1 hemos supuesto que /
era linealmente separable. Si no es el caso, el
problema (5) es infactible, por lo que deben
aplicarse enfoques alternativos. Uno de estos
enfoques consiste en aplicar a los datos,
como preprocesamiento, una transformacion
¢: ;" —>F, donde
vectorial de mayor dimension (posiblemente
infinita), de manera que, en el nuevo espacio,
la muestra de aprendizaje

I={(¢(x"), ¢*):uel} sea linealmente

separable, [10, 14, 15, 17, 24]. Conseguido
esto, se buscan wefF, fei, y se

construye la regla de clasificacion, que
estaria basada en la funcion f,

F es un espacio

f(x)=0"$(x)+ B, (7

que asigna, como es habitual, al grupo 1 si
f(x)>0, y al grupo -1 si f(x)<0. Esta
regla es lineal sobre los datos transformados,
pero no lineal en el espacio original j ”. El
problema de maximizacion del margen es

min ||a)°
sa: ' (o"g(x")+B)21 Vuel (8)
weF, pfej.

Para el caso en que ||§| sea poliédrica y F

tenga dimension grande (pero finita), (8) se
escribe como un problema lineal de gran
tamafio, para cuya resolucion  son
especialmente convenientes técnicas de
generacion de columnas, permitiendo al
mismo tiempo hacer seleccion automatica de
variables, [10].

Si, en cambio, usamos la norma euclidea
para medir las distancias en el espacio
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transformado, (8) es un problema cuadratico
convexo cuyo dual es

max ¥, A" =3%, AV Y e(x") p(x)
s.a.: 2V A =0
A" 20,Vuel

)

Definiendo el nucleo
K:(x, yei’xi” >¢x) d()ei,
(9) se convierte en

max ¥, A 1%, LAY YK, X))
sa. 2, yAt =0
A>0,Vuel.
(10)

Para poder resolver (10), ni siquiera es
necesario conocer ¢, sino un algoritmo de

evaluacion del nucleo K que induce.

El problema de maximizacion resultante es
concavo cuadratico, con tantas variables
como elementos en /, y con una Unica
restriccion, lineal, junto a las de no
negatividad. La dimension de este problema
es, por tanto, independiente de la dimension p
de los datos del problema original y de la
dimension de F. Esto hace de (10) una
formulacién especialmente atractiva en
aplicaciones con no demasiados datos, pero
de alta dimensionalidad, como las de, por
ejemplo, [16, 35]. Para mas detalles, véase,
por ejemplo [13, 24].

Una estrategia alternativa (y a veces
complementaria) para abordar el caso no
separable, es la que se basa en la
maximizacion del margen débil, [12, 13, 24],
en la que, partiendo del problema infactible
(6), se perturban sus restricciones para
hacerlo factible, introduciendo una
penalizacion en el objetivo para controlar la
perturbacion introducida. Asi se obtiene el
problema (siempre factible)

min o' o+C(|& )
sa.. " (a)Tx"+ﬂ)+§” >1, Vuel
wei? fei, eV,
(11)
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donde ”QL denota la norma 1, y C>0 es una

constante que se usa para equilibrar la
perturbacion & y el margen en los puntos

correctamente  clasificados,  usualmente
elegida por técnicas de validacion cruzada.

Terminamos el analisis comentando que, en
una gran variedad de aplicaciones, la
importancia del error cometido al clasificar
incorrectamente  un  objeto  depende
fuertemente del grupo al que éste pertenece:
los costes asociados a los falsos positivos y a
los falsos negativos pueden ser muy distintos,
y, como en el caso del diagnostico de
enfermedades, puede ser dificil cuantificar
esa importancia asignando costes. En tal caso
podemos plantear el problema biobjetivo de
maximizacion simultdnea del margen en cada
uno de los dos grupos. Como se prueba en
[9], para el caso euclideo, las soluciones
eficientes resultan ser hiperplanos paralelos a
la solucion del problema de maximo margen
clésico (8).

Fijando el @ obtenido al resolver (8), y
dejando variar [, se obtienen las distintas

soluciones eficientes, que dan distintos
niveles de compromiso entre los falsos
positivos y los falsos negativos sobre la
muestra de aprendizaje /. Esto se ilustra en la
Figura 4, en la que aparecen en linea gruesa
los distintos compromisos asi obtenidos entre
falsos positivos y falsos negativos en 1,
siendo éstos una guia a los que obtendriamos
sobre Q, representados en trazo fino.
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Figura 4. Clasificadores eficientes

3. Conclusiones

La construccion de reglas de clasificacion
basadas en la maximizacion del margen esta
mostrando ser extraordinariamente eficaz en
diversos campos aplicados de la Mineria de
Datos.

A pesar de los grandes avances obtenidos
en los ultimos afios, son aun muchos los
aspectos (de modelado, de tipo numérico,
algoritmico) por explorar.

Con estas lineas esperamos haber despertado
la curiosidad por una técnica de la que no
hemos explicado ni el origen de su exotico
nombre (por cierto, el término inglés Support
Vector Machines no debe traducirse como
“iApoye las maquinas vectoriales!”), que
goza de creciente aceptacion entre los
usuarios de la Mineria de Datos, Yy,
esperemos que cada vez mas, de los
estadisticos 'y los investigadores de
operaciones espaifioles.
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3. ARTICULOS DE APLICACION

ESTUDIO DE FUNCIONALIDAD EN CENTROS DE FITNESS O
GIMNASIOS

INTRODUCCION

Son bien conocidas las ventajas que conlleva
la practica de cualquier disciplina deportiva:
mejor calidad de vida, reduccion de estrés,
mejora fisica y de la autoestima, prevencion
de enfermedades, etc. En los ultimos afios, la
incorporacion de  nuevas  disciplinas
deportivas, como por ejemplo aerdbic o
determinadas modalidades orientales, a
nuestra practica deportiva han contribuido a
reducir la monotonia y a aumentar la
versatilidad a la hora de ejercitarse.

La finalidad que se persigue en este estudio
es la de tratar de probar estadisticamente
algunas de las ventajas que se consiguen en
los centros de fitness o en gimnasios, asi
como estudiar las posibles relaciones,
estadisticamente significativas, entre las
variables de interés consideradas en este tipo
de centros.

Arturo Alvear Gonzalez
Estudiante de Estadistica
Universidad de Salamanca

Algunos estudios anteriores, fundamental-
mente llevados a cabo por los propios
preparadores y deportistas, ya han puesto de
manifiesto que aunque en tales centros no se
consiguen milagros, si que ayudan a mejorar
nuestra calidad de vida y nuestra salud,
siendo su utilidad de gran importancia para
personas mayores (véase en este sentido el
libro de Beraldo y Pollet (1995)).

POBLACION CONSIDERADA Y
VARIABLES ANALIZADAS

El estudio se ha realizado en base a los datos
suministrados por un gimnasio de capacidad
media (360 sujetos, 73% hombres y 27%
mujeres) localizado en la provincia de
Burgos, siendo nuestras conclusiones
extrapolables a centros de caracteristicas
similares al considerado.
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